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[摘 要] 大规模预训练模型,也被称为“基座模型”或“大模型”,目前被认为是通用人工智能技术

的核心引擎,已经成为了全球科技竞争焦点。本文归纳总结了以聊天生成预训练转换器(Chat
 

Generative
 

Pre-trained
 

Transformer,
 

ChatGPT)为代表的生成式大模型技术研究现状和发展趋势,
从大模型基座、大模型人类偏好对齐、大模型推理与评价、多模态大模型、大模型安全可控五个方面

讨论了当前大模型研究的现状和挑战,并结合我国人工智能研究特点,简要分析了大模型未来的重

点发展方向。
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  人工智能(Artificial
 

Intelligence,AI)是一门涉

及人的智能研究理论、方法、技术及应用系统的新兴

技术科学,主要研究和开发人的智能模拟、延伸和扩

展技术,AI技术正逐步改变现代社会。智能科学与

技术,也就是深入理解智能机理并结合先进 AI技

术,成为推动人工智能持续发展的关键驱动力。大

规模预训练语言模型,也被称为“基座模型”或“大模

型”,其特点在于拥有巨大的参数量,构成了复杂的

人工神经网络模型[1]。这项技术的提出和实践具有

划时代的意义,它标志着人工智能的研究步入了通

用人工智能时代。
大模型具有规模性(参数量大)、涌现性(产生预

料之外的新能力)以及通用性(不仅局限于特定问题

或领域)等特性。以ChatGPT[2]为代表的生成式大

模型因其具有巨量的参数和深度网络结构,能学习

并理解更多的特征和模式,从而在处理复杂任务时

展现出惊人的自然语言理解、意图识别、推理、上下

文建模、语言生成等几乎所有和自然语言相关的处

理能力,同时具有通用问题求解能力,被视作通往通

用人工智能的一条重要路径[3]。
“基座模型”这个词汇形象地描绘了大模型的作

用:它是坚实的基础底座,拥有极其强大的AI能力。
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但这些能力需要被激发出来,才能为各类任务和应

用提供强力的支持。因此,大模型已经转变为AI领

域的基础设施,为解决各种复杂问题提供底层强大

的计算、学习和求解能力。随着科技的发展,大模型

正逐渐成为一种新的科学研究范式。从初期的大语
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言模型,已经延伸到了多模态、语音、图像、视频等各

个领域,甚至用于各类复杂问题的求解,例如天气预

报[4]、石油勘探[5]、智慧城市[6]等复杂系统,更有效

地完成复杂系统的建模与预测。
然而,大模型技术还处于初级研究阶段,存在许

多亟需解决的问题,包括但不限于模型的可解释性、
模型机理的研究、与现实世界的可交互性、安全可

控、伦理道德问题,以及如何更好地对接下游任务

等。另一方面,作为核心技术的基座模型,更强的自

主可控和建模能力是我国下一代大模型技术基础研

究的两大核心任务。

1 大模型技术及研究进展

1.1 大模型基座

2020年OpenAI首次提出“规模定律”,指出模

型的性能随着参数量、数据量、训练时长的指数级增

加而呈现出线性提升,并且该提升对架构和优化超

参数的依赖性非常弱[7]。从此研究人员逐步转移研

究重心至大语言模型基座,并开展了大量相关研究。
首个千亿模型GPT-3[8]在各种自然语言处理任务上

取得了突破性的成果,包括文本生成、机器翻译、问
答等,并展现了在零样本和少样本情况下的泛化性。

GPT系列模型的发展标志着大型预训练语言模型

时代的到来。除了GPT系列模型,谷歌、Meta等公

司同样开始不断发布百亿到千亿的大型语言模型,
例如Gopher、Chinchilla、PaLM,但是这些模型都不

开源。当前代表性的开源大模型有 Meta的 OPT、

LLaMA-2以及国内的 GLM-130B[9]、ChatGLM2。
发展示意图如图1所示。

在模 型 架 构 方 面,国 内 外 的 大 模 型 普 遍 为

Transformer架构。模型的基座设计大体上可以分

为以下三种:(1)
 

仅包含解码器(Decoder-only),即
自回归(Autoregressive)模型,代表模型是GPT[10]

和LLaMA[11],其训练目标是从左到右的文本生成,
常用于无条件长文本生成,如对话生成、故事生成

等;(2)
 

仅包含编码器(Encoder-only),即自编码

(Autoencoder)模 型,代 表 模 型 是 BERT[12]、

ALBERT
 [13]、DeBERTa[14],自编码模型是通过去

噪任务(如利用掩码语言模型)学习双向的上下文编

码器,训练目标是对文本进行随机掩码,然后预测被

掩码的词,常用于自然语言理解,如事实推断、语法

分析、文本分类等;(3)
 

编码器—解码器(Encoder-
Decoder),即完整的Transformer结构,代表模型是

T5[15]和BART[16],包含一个编码器和一个解码器,
接受一段文本,从左到右地生成另一段文本,常用于

有条件的生成任务,如机器翻译、摘要生成、事实性

对话等。考虑到训练效率、推理需求和下游实际应

用任务,大模型通常采用仅包含解码器的架构,通过

自回归预训练高效地生成优质内容。

图1 国内外大模型基座发展示意图①

① https://github.com/RUCAIBox/LLMSurvey
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  在训练数据上,我国开放给大模型的数据集主

要是中文语料库,但在数据量、内容多样性和质量方

面,仍有进一步提升的空间。截至目前,常见的开源

预训练数据集有:GLM 系列的悟道数据集,其规模

为3
 

TB(已开源200
 

GB);CLUE社区的开源中文

数据集CLUE
 

Corpus
 

2020[17],其规模为100
 

GB;
里屋社区的开源数据集 MNBVC,其规模约2.3

 

TB,为互联网收集的中文纯文本语料数据集。相比

较而言,国外开源数据集数量更多。例如,PB级的

CommonCrawl的网页数据、1.6
 

TB多语数据集

ROOTS[18]、825
 

G的数据集The
 

Pile[19]等。此外,
国外开源数据集内容较丰富:ROOTS既包含网页

数据,又收集了GitHub上的代码数据,也从各种下

游任务数据集中收集高质量数据;The
 

Pile数据集

基于学术或专业领域知识源构造,质量较高;另有以

英文小说为主的数据集BookCorpus[20]及百科全书

数据集 Wikipedia。

1.2 大模型人类偏好对齐

大模型在预训练阶段的主要任务是将世界知识

融入模型中,是模型学习知识的过程。对齐大模型

与人类偏好的目标是激发模型理解、适应人类意愿

和解决问题的能力,强调的是使模型能够有效地应

用预训练阶段获取的知识,从而使其具有多样化的

能力,能够解决各种问题。另一方面,大模型在训练

阶段可能会学习到数据中的偏见和歧视性信息,导
致模型的行为表现出预期外的特征。为了纠正模型

的表现,使模型反映出人类的价值观,避免出现不可

预测的输出,需要实现大模型与人类偏好的对齐。
目前主要通过两种方法实现:有监督微调和人类反

馈的强化学习算法(Reinforcement
 

Learning
 

from
 

Human
 

Feedback,RLHF),如图2所示。
有监督微调[21](Supervised

 

Fine-tuning,
 

SFT)
是主要的大模型人类偏好对齐方法。该过程利用人

类偏好一致的指令数据来训练大模型。首先,需要

收集或创建指令数据,这些数据由输入/输出对组

成。其中输入数据是提供给模型的指令或提示,而
输出数据则是期望模型根据人类偏好来生成的响

应,通常由人类专家标注。然后,通过这些格式化的

指令数据,以监督学习的方式对大语言模型进行微

调。这种有监督微调方法是一种相对直接且有效的

手段,能激发语言模型的深层次理解能力,以更好地

实现与人类偏好的对齐。
另一部分是人类反馈的强化学习算法[22],通过

利用人类标注、答案重排序等技术构造符合人类偏

好的数据训练一个奖励模型(Reward
 

Model),由奖

励模型提供指导信号,这些信号反映了人类对大模

型生成的文本的偏好,通常以标量值的形式出现。
基于奖励模型的指导信号,利用强化学习(Proximal

 

Policy
 

Optimization,PPO)来优化学习过程,待优化

的大语言模型的动作域(Action
 

Space)是预测词表,
状态为当前生成的内容,并将奖励模型的反馈信号

通过PPO算法传给大语言模型进行优化。最终实

现大模型与人类的偏好对齐。
尽管大语言模型在多种任务中表现出强大的能

力,但它们也存在生成“幻觉”内容的倾向,生成与用

户输入、之前的上下文或者已知的世界知识不一致

的内容。这一挑战对大模型在实际应用中的可靠性

构成威胁。幻觉问题不是新现象,最初在机器翻译

图2 大模型人类偏好对齐示意图
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系统中已被提出[23]。但在大模型环境下,这个问题

变得更为复杂。幻觉不仅对用户信任造成破坏,还
能通过简单的搜索轻易地被触发。为减少幻觉的出

现,研究人员已经采用了包括数据增强和动态系统

在内的多种方法,尝试降低大模型幻觉内容生成的

频率[24]。
大模型具有强大的通用性,但往往缺乏特定领

域的专业知识。为解决这些问题,已有研究提出结

合内外部知识,利用模型自身的通用能力从外部知

识库中检索相关信息,同时提供完整的检索路径以

增加可解释性[25]。另一方面,在执行复杂任务时,
可以通过工具调用、链式思维、搜索决策树等方式增

强模型的规划和推理能力[26]。这些方法不仅提高

了大模型在特定任务中的表现,也为其在实际应用

中的可靠性和可解释性提供了有力支持。

1.3 大模型推理与评价

在大模型的实际应用场景中,推理效率和生成

质量是两个关键的维度。一方面,大模型的高效推

理是实现工程应用的关键技术。和训练环节相比,
推理环节在计算精度、算力消耗量等方面的要求较

低,但依然依赖于高性能的GPU显卡。此外,显存

瓶颈、通信延迟和硬件内存带宽约束仍然限制着模

型的推理效率。另一方面,模型训练阶段常用模型

损失作为评价模型性能好坏的基准。然而,这种单

一维度的评价方法在实际应用中往往无法全面反映

模型在多维度任务性能上的优劣,因此需要对模型

的评价进行更加精细的设置。
在大模型推理加速方面,一种有效的策略是对

模型框架和运算进行优化。例如,NVIDIA公司研

发的Fast
 

Transformer框架采用了 MPI和 NCCL
来实现节点间通信①。Fast

 

Transformer框架可通

过模型并行来支持跨GPU和节点的高效推理,通过

算子融合和缓冲区分配减少了GPU调用次数和重

新计算成本。这种策略能从硬件底层显著提升推理

效率,但其复杂性可能会增加用户的使用门槛。另

一种策略是采用模型压缩技术,例如模型量化。模

型量化通过使用低精度数值来近似表示网络权重和

激活值,以达到减小模型体积的目的。在训练时,为
保证训练的效果,模型权重一般保持在FP32。在推

理时,使用FP16权重能达到与FP32类似的精度,
同时减少一半的GPU显存需求。更进一步的量化

方案,如LLM.int8[27],将线性运算拆分为INT8和

FP16两部分,分别进行计算后相加,在不牺牲模型

性能的前提下降低模型的运行成本;OPTQ[28]基于

Hessian矩阵而非传统的基于统计的方法进行一次

性权重量化,可以在大约4个GPU小时内量化具有

1
   

750亿参数的GPT模型,将位宽减少到每个权重

的3或4位。
在大模型评价方面,目前主要分为人工评价与

自动评价两种方式。自动评价作为一种普遍且广泛

应用的评估机制,一般依赖于预定的标准化指标和

工具 来 评 估 模 型 的 性 能。例 如 以 MMLU[29]、

CEVAL[30]等为代表的数据集,通过模型在单项选

择题上的准确性来估计其潜在能力;以GSM8K[31]、

HumanEval[32]为代表的数据集,通过测试模型对数

学题的回答准确率与代码的测试样例通过率来衡量

模 型 的 推 理 能 力;以 BLEU[33]、COMET[34]、

ROUGE[35]等生成类评价指标用于评价模型的生成

能力。然而,这些自动评价指标常面临评价不全面、
数据泄露等问题。特别是在开放式任务场景下,传
统的自动评价机制通常不能全面地衡量生成结果的

质量,因此人工评价和使用高级模型(如GPT-4)进
行的评价成为了更可靠的评估方式。人工评价通过

人类专家的参与评价模型生成结果的质量和准确

性。与自动评价相比,人工评价更接近实际应用场

景,可以提供更全面和准确的反馈,但仍然存在主观

性、差异性和不稳定性等问题。在实际应用中,具体

使用哪种评价方式需要根据具体的使用场景进行综

合考量。

1.4 多模态大模型

多模态大模型(Multimodal
 

Large
 

Models)通过

整合多种类型的数据(如文本、图像、音频等),提升

机器理解和生成复杂内容的能力。早期的多模态模

型通常需要在特定数据集上微调才能胜任相关的任

务,如图文检索双塔模型(Contrastive
 

Language-
image

 

Pre-training,
 

CLIP)[36]和 图 文 生 成 模 型

(Object-Semantics
 

Aligned,
 

Oscar)[37]等。当前的

多模态大模型具有更强的通用问题求解能力,主要

分为以下三种:
一种方法是将大语言模型作为中央处理器来执

行多模态任务,通过调用其他功能模块来实现任务

目标。例如Visual
 

ChatGPT[38]将ChatGPT作为中

央处理器,借助提示管理模块与用户进行交流,根据

用户的需求读取图像并调用外部视觉专家模型修改

① https://github.com/NVIDIA/FasterTransformer
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图像、输 出 结 果;HuggingGPT[39]将 ChatGPT 和

Huggingface连接在一起,利用Huggingface中成百

上千的模型,能够解决20余种不同任务,这种策略

有效地实现了多模态信息的处理和理解,但由于需

要调用多个任务特定模型,它可能导致信息处理效

率低下且部署成本较高。
另一种方法是直接通过图像和文本信息训练多

模态大模型。如 KOSMOS-1[40],它利用视觉和文

本编码器对输入进行编码,然后将这些编码输入到

基于Transformer的解码器中,使得图像信息和文

本信息直接对齐并融合,从而实现跨模态交互。这

种方法在处理多模态信息时能够实现优异的准确性

和效率,为解决多模态任务提供了技术支持。然而,
这种方法通常面临预训练数据不足和训练成本较高

的挑战。
最后一种方法,如图3所示,结合跨模态编码器

等结构与大语言模型,能进一步发掘大模型的推理

检索能力和存储的知识库信息。例如,LLaVA[41]由
大语言模型和CLIP的开源视觉编码器和语言解码

器连接而成,从而实现更加广义上的视觉语言理解。

LMEye[42]构建了静态视觉映射网络,为大语言模型

提供图像的基础感知。大模型解析人类指令后,将
其发送到交互式感知网络,并基于交融的多模态信

息产生响应。

图3 基于大语言模型的多模态大模型通用结构

1.5 大模型安全可控

大模型安全可控主要集中于大模型的训练和推

理两方面。针对训练阶段的可控研究主要通过对预

训练语言模型进行网络重构、修改训练任务或增加

微调任务以实现有约束的生成过程。早期研究在预

训练文本序列首部添加多种表征文本信息的特殊符

号以实现可控生成过程[43]。另有研究者不限于知

识符号,而是基于多个人类评价维度(如有效性、安
全性)对模型进行可控微调[44]。近期一些研究使用

基于人类反馈的强化学习策略推进大模型的自主可

控性,通过使用奖励模型学习人类评价模式,进而对

大模型进行自动微调[45,46]。针对推理阶段,典型研

究通过在推理过程中增加约束信息[47]或是直接针

对模型输入输出增加控制模块[48]以有效实现有约

束的生成过程。近期,通过在输入中增加显示或隐

式控制信息作为Prompt的做法同样取得了较好的

效果[49,50]。
在大模型安全性方面,生成式大模型面临着包

括 模 型 窃 取、数 据 窃 取、对 抗 攻 击、后 门 攻 击、

Prompt攻击和数据投毒等多方面威胁。在模型窃

取方面,近期研究发现可通过本地模型访问OpenAI
的API部分窃取现有大模型在特定任务上的性能。
在数据窃取方面,存在一种差分隐私训练策略避免

使用者进行大模型的数据窃取[51]。在对抗攻击方

面,研究发现大模型对于对抗性文本和分布外文本

的抵御效果优于传统模型,但依然存在鲁棒性不足

的问题[52,53]。在后门攻击方面,研究发现通过在人

类反馈强化学习的奖励模型训练阶段增加后门[54],
可以通过后门触发文本控制模型输出;另外,可通过

大模型产生包含后门触发器的训练数据[55],从而对

其他模型植入后门。在Prompt攻击方面,有研究

者设计了一套通过大模型生成恶意Prompt的攻击

流程[56],可达到绕过大模型安全限制、下游应用

Prompt窃取等恶意攻击目的。在数据投毒方面,可
以借助大模型实现指令微调数据的自动投毒,从而

操纵或毒害其他模型[57]。

2 大模型领域未来重点发展方向

大模型需要多方合作发展,包括产、学、研、用、
资、政等多个领域,对提升我国科技核心竞争力具有

关键性作用。在此,我们选取除了算力以外我国大

模型发展的三个具有代表性方向进行讨论。

2.1 自然语言引领大模型基础通用理论

大模型随着模型参数和训练数据的增加,由量

变到质变,涌现出通用智能的能力,使人类真正从信

息社会进入智能社会。自然语言在大模型中发挥着

重要的引领作用,自然语言是传递和表达语义认知

和知识的最重要方式,通过处理自然语言数据,大模

型可以学习到丰富的语义表示和世界知识。本方向

主要包括:
(1)

 

下一代大模型基础架构。利用丰富的外部

知识,建立数据与知识双轮驱动研究新范式。以中

文为核心、以通用人工智能为目标,设计更加高效、
准确、可扩展的新一代语言模型,并以此为基础搭建

新一代人工智能理论框架体系。
(2)

 

大模型可解释性和模型机理。目标在于突
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破“黑箱”问题的束缚,实现大模型行为的动态追踪、
知识提取过程的深度分析以及决策过程的人类干

预,从而提升模型可解释性,建立可解释、鲁棒的人

工智能理论和方法。同时深入剖析大规模预训练语

言模型的实现机理,以揭示涌现现象背后的科学原

理,完善理论体系。
(3)

 

大模型的持续学习与演化能力。研究增量

学习技术和动态知识库,使模型能够持续适应新数

据、更新知识与表达,并通过强化学习技术使模型能

够根据环境反馈进行自我改进。探索通用人工智能

驱动的智能算法,从而实现模型自主学习与人机协

同学习的持续演化。

2.2 多模态大模型智能交互方法

针对多模态数据之间复杂且多样的关系,多模

态大模型需对不同模态间的相关性关系进行有效的

对齐和交互,以增强对多模态信息的表征能力。基

于提取的多模态表征,多模态大模型还需进一步对

多模态信息进行交互融合处理以及语义理解,并根

据具体要求进行输出决策。在多模态大模型的部署

阶段,由于当前多模态大模型复杂度极高,限制了其

在硬件资源欠缺条件下的应用,无法满足不同环境

下的智能交互需求。本方向主要包括:
(1)

 

大模型驱动的多模态信息表征和理解。研

究如何通过多种预训练任务对不同模态数据间的相

关性进行不同粒度的对齐和交互,有效增强大模型

对多模态信息的表征能力。改进理解任务相关的多

模态特征融合技术,利用自监督学习、半监督学习、
元学习、迁移学习等新型学习范式,提升模型鲁棒性

和学习效率。
(2)

 

基于具身学习的多模态大模型。通过高效

的人机交互、融合感知、执行和交互等技术,帮助多

模态大模型更好地理解真实世界,获取实时的环境

反馈;结合具身学习研究面向智能机器人的多模态

大模型构建与应用方法。
(3)

 

轻量化多模态大模型的设计。通过面向硬

件条件限制的多模态大模型设计,减少模型规模以

及计算和存储需求,从而满足不同的硬件环境,扩大

大模型的应用场景。研究模型剪枝、模型量化,以及

知识蒸馏等深度模型压缩方法,实现自适应的轻量

化多模态大模型设计。

2.3 大模型安全理论与实践

大模型的发展和应用必须着重考虑安全性和可

控性。尤其在涉及用户隐私、数据安全、道德规范和

合法合规的情况下,大模型的操作必须符合社会规

则和伦理道德,必须具有正确的价值观。大模型在

理解和生成内容时可能出现偏见,这可能导致信息

误导、产生虚假信息,或被恶意利用。本方向主要

包括:
(1)

 

大模型供应链安全。针对大模型训练数据

易受污染或被投毒的挑战,研究大模型数据审查方

法,可为大语言模型及多模态大模型的训练提供安

全保障。针对大模型中可能存在后门的问题,研究

大模型后门检测方法,可为大模型下游微调和部署

提供安全防护。
(2)

 

大模型安全性评估。研究大模型安全性评

估方法,全面分析多样的安全性度量场景,构建生成

式大模型的安全度量指标体系和大模型安全评估平

台,研究实现对大模型的一站式安全风险评估,为大

模型进行迭代升级指明具体优化的方向。
(3)

 

大模型生成内容安全。对大模型生成内容

的安全性进行深入研究,旨在从模型本身和输出内

容审查两个维度增强大模型网络意识形态的安全

性。为防止大模型在意识形态方面产生不适当的内

容,研究构建一种网络意识形态审查系统,探讨如何

在大模型时代实现生成内容的安全防护,达到对大

模型生成内容实施有效监管和审查的目的。

3 结论与展望

大模型技术开启了通用人工智能时代,具有划

时代意义,将重新定义信息社会。本文基于我国大

模型技术的研究现状,探讨了大模型基础理论、智能

交互方法、安全理论与实践中的重点发展方向。大

模型技术研究刚刚起步,还有非常多亟待解决的问

题,其红利和贡献还远未被发掘。总之,从基础研究

角度看,基座模型和下一代大模型技术的自主可控

是目前我国大模型研究的两大核心任务。
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Abstract Large
 

pre-trained
 

models,
 

also
 

known
 

as
 

“foundation
 

models”
 

or
 

“large
 

models”,
 

are
 

the
 

core
 

technical
 

support
 

for
 

generative
 

artificial
 

intelligence
 

models,
 

and
 

have
 

become
 

a
 

key
 

focus
 

in
 

global
 

technological
 

competition.
 

This
 

paper
 

summarizes
 

the
 

current
 

status
 

and
 

development
 

trends
 

of
 

large
 

model
 

technology
 

represented
 

by
 

ChatGPT.
 

The
 

main
 

challenges
 

faced
 

by
 

large
 

model
 

research
 

are
 

explored
 

from
 

five
 

aspects:
 

the
 

foundation
 

of
 

large
 

models,
 

alignment
 

of
 

large
 

models
 

with
 

human
 

preferences,
 

large
 

model
 

inference
 

and
 

evaluation,
 

multimodal
 

large
 

models,
 

and
 

safety
 

and
 

control
 

of
 

large
 

models.
 

Based
 

on
 

the
 

characteristics
 

of
 

China􀆳s
 

AI
 

field,
 

the
 

potential
 

key
 

development
 

directions
 

for
 

the
 

large
 

model
 

field
 

in
 

the
 

future
 

are
 

also
 

analyzed.
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large
 

language
 

model;
 

ChatGPT;
 

future
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